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Abstrak: Perkembangan teknologi digital telah mengubah lanskap periklanan secara global. Industri iklan digital 
terus mengalami pertumbuhan signifikan dan menjadi channel utama alokasi budget marketing di berbagai 
industri. Platform seperti Google Ads, Meta Ads, dan programmatic advertising menjadi pilihan utama advertiser 
di seluruh dunia untuk menjangkau target audience. Penelitian kuantitatif eksperimental ini bertujuan 
mengembangkan model prediksi CTR berbasis Deep Neural Network (DNN) menggunakan Dataset Kaggle guna 
mengatasi keterbatasan metode konvensional dalam menangkap interaksi fitur high-dimensional dan sparse. 
Metodologi penelitian mencakup tahap preprocessing detail melalui embedding layers untuk fitur kategorikal, 
dilanjutkan dengan pelatihan model dan evaluasi komparatif. Hasil eksperimen menunjukkan bahwa model 
XGBoost mencapai performa terbaik dengan AUC 0.7446, F1-Score 0.4127, dan Precision 28.67%, melampaui 
Deep Neural Network simplified (AUC 0.6462, F1-Score 0.3470, Precision 23.21%) dan Logistic Regression 
baseline (AUC 0.5706, F1-Score 0.2967, Precision 19.20%). Temuan ini mengindikasikan bahwa untuk dataset 
dengan CTR tinggi (16.97%) dan preprocessing flat encoding, tree-based ensemble models memberikan trade-
off optimal antara akurasi prediksi dan efisiensi komputasi. DNN simplified tanpa embedding layers sophisticated 
belum memanfaatkan kekuatan deep learning secara maksimal untuk menangani high-cardinality categorical 
features, membuka peluang penelitian lanjutan dengan arsitektur embedding-based yang lebih advanced dan 
integrasi mekanisme attention untuk meningkatkan performa di masa mendatang. 
Kata kunci: Click-Through Rate (CTR), Deep Neural Network, Kaggle, XGBoost, Iklan Digital. 

 
Abstract: The advancement of digital technology has transformed the global advertising landscape. The digital 
advertising industry continues to experience significant growth and has become a primary channel for allocating 
marketing budgets across various industries. Platforms like Google Ads, Meta Ads, and programmatic advertising 
have become the primary choice for advertisers worldwide to reach their target audiences. This quantitative 
experimental research aims to develop a CTR prediction model based on Deep Neural Network (DNN) using the 
Kaggle Dataset to overcome the limitations of conventional methods in capturing high-dimensional and sparse 
feature interactions. The methodology includes a detailed preprocessing stage utilizing embedding layers for 
categorical features, followed by model training and a comparative evaluation. Experimental results show that 
the XGBoost model achieves the best performance with an AUC of 0.7446, an F1-score of 0.4127, and a Precision 
of 28.67%, outperforming the simplified Deep Neural Network (AUC 0.6462, F1-score 0.3470, and a Precision 
of 23.21%) and the baseline Logistic Regression (AUC 0.5706, F1-score 0.2967, and a Precision of 19.20%). 
These findings indicate that for datasets with a high CTR (16.97%) and flat encoding preprocessing, tree-based 
ensemble models provide the optimal trade-off between prediction accuracy and computational efficiency. 
Simplified DNNs without sophisticated embedding layers do not fully utilize the power of deep learning to handle 
high-cardinality categorical features, opening up opportunities for further research using more advanced 
embedding-based architectures and integrating attention mechanisms to improve performance in the future. 
Keywords: Click-Through Rate (CTR), Deep Neural Network, Kaggle, XGBoost, Digital Advertising. 
 
PENDAHULUAN 

Perkembangan teknologi digital telah mengubah lanskap periklanan global. Industri 
periklanan digital terus mengalami pertumbuhan yang signifikan dan telah menjadi saluran 
utama untuk mengalokasikan anggaran pemasaran di berbagai industri. Platform seperti 
Google Ads, Meta Ads, dan periklanan terporgram telah menjadi pilihan utama bagi pengiklan 
di seluruh dunia untuk menjangkau target audiens mereka. Penggunaan teknologi digital dalam 
periklanan sangat penting untuk pengembangan bisnis, memiliki dampak signifikan pada 
pemilik bisnis, dan menghadirkan tantangan baru yang harus diatas (Ulfa & Tajudien, 2025). 
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Click-Trough Rate (CTR) adalah rasio klik terhadap tayangan, metrik kunci yang 
digunakan oleh platform periklanan digital untuk mengukur efektivitas iklan. Secara 
matematis, CTR didefiniskan sebagai CTR = (Jumlah Klik / Jumlah Tayangan) x 100%. Ctr 
yang tinggi menunjukkan bahwa iklan relevan dengan target audiens, sehingga meningkatkan 
kemungkinan konversi. Dalam konteks periklanan terprogram, prediksi CTR yang akurat 
memungkinkan platform untuk mengalokasikan anggaran secara optimal dalam system 
penawaran Waktu nyata (Real-Time Bidding/RTB), dimana keputusan penayangan iklan harus 
dibuat dalam hitungan milidetik (Yang & Zhai, 2022). 

Dataset periklanan memiliki karakteristik yang menantang: high-dimensional (banyak 
fitur), sparse (nilai jarang), dan imbalanced (CTR tipikal hanya 0,5-3%). Model tradisional 
seperti Logistic Regression kesulitan menangkap interaksi fitur yang kompleks. Meskipun 
Deep Learning berpotensi mengatasi kompleksitas ini, Implementasinya seringkali 
membutuhkan sumber daya komputasi yang signifikan. Di sisi lain, tree-based esemble seperti 
XGBoost telah menunjukkan kinerja yang baik data tabulan, tetapi perbandingan sistematis 
dengan Deep Learning dalam konteks prediksi CTR masih terbatas. 

Penelitian ini bertujuan untuk: (1) Mengembangkan dan mengevaluasi tiga model prediksi 
CTR: Deep Neural Network dengan arsitektur simplified, XGBoost, dan Logistic Regression 
sebagai baseline. (2) Membandingkan kinerja model berdasarkan metrik AUC-ROC, Presisi, 
Recall, F1-Score, Accuracy, dan efisiensi komputasi. (3) Memberikan rekomendasi model 
optimal untuk praktisi periklanan digital berdasarkan trade-off antara akurasi dan efisiensi. 

Pemilihan ketiga model tersebut didasarkan pada perbedaan karakteristik pendekatan yang 
digunakan dalam proses pembelajaran data. Logistic Regression digunakan sebagai model 
dasar karena memiliki struktur sederhana, mudah diinterpretasikan, serta sering digunakan 
sebagai pembanding awal dalam klasifikasi biner. XGBoost dipilih karena mampu menangani 
data tabular dengan performa yang baik, terutama pada dataset yang memiliki banyak fitur dan 
pola hubungan non-linear. Sementara itu, Deep Neural Network digunakan untuk menguji 
kemampuan model berbasis pembelajaran mendalam dalam mengenali pola kompleks dan 
interaksi antarfitur yang tidak mudah ditangkap oleh model konvensional. 

Penelitian diharapkan dapat memberikan gambaran yang lebih komprehensif mengenai 
efektivitas masing-masing model dalam memprediksi kemungkinan pengguna melakukan klik 
terhadap iklan digital. Evaluasi tidak hanya difokuskan pada tingkat akurasi prediksi, tetapi 
juga mempertimbangkan keseimbangan antara kemampuan model dalam mendeteksi kelas 
positif, kestabilan performa, serta kebutuhan waktu komputasi. Hal ini penting karena dalam 
praktik periklanan digital, model yang memiliki performa tinggi belum tentu menjadi pilihan 
terbaik apabila membutuhkan sumber daya komputasi yang besar dan sulit diterapkan secara 
real-time. 

Penelitian ini memiliki kontribusi dalam memberikan dasar pertimbangan bagi pengiklan, 
pengembang sistem periklanan, maupun peneliti di bidang data mining dan machine learning 
dalam memilih model prediksi CTR yang sesuai dengan kebutuhan. Hasil penelitian ini 
diharapkan dapat membantu meningkatkan efisiensi strategi periklanan digital melalui 
pemilihan model yang mampu menghasilkan prediksi secara akurat, cepat, dan relevan dengan 
karakteristik data periklanan. Selain itu, penelitian ini juga dapat menjadi referensi bagi 
pengembangan penelitian selanjutnya yang berkaitan dengan optimasi prediksi perilaku 
pengguna dalam ekosistem pemasaran digital. 

 
METODE 
Dataset 

Studi ini menggunakan dataset Avazu Click-Trough Rate Prediction dari Kaggle, yang 
terdiri dari 40.428.967 tayangan iklan dari kampanye iklan seluler selama 11 hari. Karena 
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keterbatasan komputasi (Google Cobal Free: RAM 12GB), pengambilan sampel acak bert 
stratified 10% dilakukan untuk mendapatkan 4.042.045 sampel sambil mempertahankan 
distribusi kelas asli (CTR = 16,97%). Dataset ini memiliki 22 fitur: 10 fitur kategorikal (site_id, 
site_domain, site_category, app_id, app_domain, app_category, device_id, device_ip, 
device_model, C14) dan 12 fitur numerik (hour, C1, banner_pos, device_type, 
device_conn_type, C15-C21). 

 
Tabel 1. Karakteristik Dataset dan Pembagian Data 

 
 

Preprocessing Data 
Pipeline preprocessing terdiri dari empat tahap: (1) Label Encoding untuk mengubah fitur 

kategorikal menjadi representasi numerik menggunakan sklearn labelEncoder. (2) Normalisasi 
fitur numerik dengan Min-Max Scaling ke rentang [0, 1] untuk memastikan penskalaan yang 
seragam. (3) Stratified Split dengan rasio 60:20:20 (train:validation:test) untuk 
mempertahankan distribusi kelas. (4) Class weighting dengan inverse frequency untuk 
mengatasi imbalance: w0 = 0,6022 (non-click), w1 = 2,9471 (click). 

 
Arsitektur Model 

Deep Neural Network (DNN): Arsitektur yang disederhanakan dengan Input layer (22 
fitur), hidden layers (256→128→64→32) neuron dengan ReLU activation, Batch 
Normalizzation dan Dropout (0,2-0,3) dan Output Layer dengan sigmoid activation. Optimizer 
Adam (learning rate=0,001), loss function binary cross-entropy dengan class-weights, training 
30 epoch dengan batch size 1024 dan early stopping (patience=5). 

XGBoost: Konfigurasi: max_depth=7, learning_rate=0,1, n_estimators=200, 
subsample=0,8, colsample_bytree=0,8, scale_pos_weight=4,9. Menggunakan tujuan 
binary:logistic dengan early stopping (patience=10) berdasarkan AUC validasi. 

Logistic Regression: Implementasi Sklearn dengan class_weight=balanced, solver=saga, 
max_iter=100 sebagai baseline klasik. 

 
Metrik Evaluasi 

Evaluasi menggunakan: (1) AUC-ROC sebagai metrik utama yang tangguh terhadap 
imbalance dan tidak bergantung pada threshold. (2) Presisi mengukur akurasi prediksi positif. 
(3) Recall mengukur kemampuan untuk mendeteksi klik. (4) F1-Score sebagai harmonic mean 
dari Precision dan Recall. (5) Accuracy untuk akurasi keseluruhan. (6) Training time untuk 
efisiensi komputasi. 

 
HASIL DAN PEMBAHASAN 
Perbandingan Performa Model 

Tabel 2 menunjukkan hasil evaluasi dari ketiga model pada dataset pengujian. XGBoost 
mencapai kinerja terbaik dengan AUC sebesar 0,7446, melampaui DNN (0,6462) dan Logistic 
Regression (0,5706). Dalam hal F1-Score, XGBoost juga unggul dengan nilai 0,4127 
dibandingkan dengan DNN (0,3470) dan LR (0,2967). Precision XGBoost sebesar 28,67% 
menunjukkan kemampuan prediksi positif yang lebih baik. Meskipun Recall DNN sedikit lebih 
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tinggi (61,77% vs. 48,92%), XGBoost memberikan keseimbangan optimal antara Precision dan 
Recall. 

 
Tabel 2. Perbandingan Performa Model pada Test Set 

 
 
Efisiensi Komputasi 

Analisis efisiensi menunjukkan keunggulan signifikan XGBoost dalam hal waktu training. 
XGBoost hanya membutuhkan 62 detik untuk training, 20,3 kali lebih cepat daripada DNN 
(1.260 detik) dan 4,8 kali lebih cepat daripada Logistic Regression (299 detik). Efisiensi ini 
sangat penting untuk penerapan produksi dan iterasi model yang cepat. Kombinasi akurasi 
tinggi dan efisiensi komputasi menjadikan XGBoost pilihan optimal untuk implementasi 
praktis. 

 
Analisis mengapa XBoost Unggul 

Keunggulan XGBoost dapat dijelaskan oleh beberapa faktor. Pertama, pendekatan flat 
encoding yang digunakan tidak optimal untuk Deep Learning. DNN membutuhkan embedding 
layers yang canggih untuk fitur kategorikal dengan high-cardinality, sementara  tree-based 
methods seperti XGBoost dapat menangani categorical features secara native melalui split-
based feature selection. Kedua, CTR dataset yang relatif tinggi (16,97%) mengurangi severity 
class imbalance dibandingkan dengan dataset CTR tipikal (0,5-3%), suatu kondisi di mana tree-
based ensemble lebih kuat. Ketiga, mekanisme regularisasi XGBoost (max_depth, learning rate 
schedule, subsampling) memberikan perlindungan overfitting yang lebih efektif daripada 
dropout dan batch normalization pada DNN yang disederhanakan. 

 
Implikasi Praktis 

Hasil penelitian ini memberikan panduan praktis untuk periklanan digital. Untuk 
lingkungan dengan resource constraints (UKM, startup), XGBoost merupakan pilihan optimal 
karena akurasinya yang tinggi dan efisiensi komputasi yang sangat baik. Model ini dapat 
diimplementasikan tanpa memerlukan hardware khusus dan memberikan hasil yang unggul. 
Bagi enterprise dengan infrastruktur ML yang mature, investasi dalam arsitektur DNN 
advanced dengan ophisticated embedding dan attention mechanisms mungkin bermanfaat, 
mengingat potensi deep learning yang belum maksimal tergali dalam penelitian ini. 

 
Pembahasan 

Berdasarkan hasil evaluasi yang telah dilakukan, model XGBoost menunjukkan 
performa paling unggul dibandingkan Deep Neural Network (DNN) dan Logistic Regression 
dalam memprediksi Click-Through Rate (CTR). Nilai AUC XGBoost sebesar 0,7446 
menunjukkan bahwa model ini memiliki kemampuan yang lebih baik dalam membedakan 
kelas pengguna yang berpotensi melakukan klik dan tidak melakukan klik. Dibandingkan 
dengan DNN yang memperoleh AUC sebesar 0,6462 dan Logistic Regression sebesar 0,5706, 
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XGBoost terbukti lebih efektif dalam menangkap pola data yang bersifat kompleks. Hal ini 
menunjukkan bahwa pendekatan berbasis tree-based ensemble lebih sesuai digunakan pada 
dataset periklanan digital yang memiliki karakteristik tabular, berdimensi tinggi, dan 
mengandung hubungan non-linear antarfitur. 

Keunggulan XGBoost juga terlihat dari nilai F1-Score sebesar 0,4127 yang lebih tinggi 
dibandingkan DNN sebesar 0,3470 dan Logistic Regression sebesar 0,2967. Nilai F1-Score 
yang lebih tinggi menunjukkan bahwa XGBoost mampu memberikan keseimbangan yang 
lebih baik antara precision dan recall. Meskipun DNN memiliki recall yang sedikit lebih tinggi, 
yaitu sebesar 61,77%, model tersebut belum mampu menghasilkan precision yang optimal. 
Sebaliknya, XGBoost dengan precision sebesar 28,67% dan recall sebesar 48,92% 
menunjukkan performa yang lebih stabil dalam mengidentifikasi kelas positif tanpa 
menghasilkan terlalu banyak prediksi positif yang keliru. Kondisi ini penting dalam konteks 
periklanan digital karena kesalahan prediksi dapat berdampak pada pemborosan anggaran iklan 
dan penurunan efektivitas kampanye. 

Dari aspek efisiensi komputasi, XGBoost juga menunjukkan keunggulan yang 
signifikan. Waktu pelatihan model XGBoost hanya membutuhkan 62 detik, jauh lebih cepat 
dibandingkan DNN yang membutuhkan 1.260 detik dan Logistic Regression yang 
membutuhkan 299 detik. Perbedaan waktu ini menunjukkan bahwa XGBoost tidak hanya 
unggul dari sisi akurasi, tetapi juga lebih efisien dalam proses komputasi. Efisiensi tersebut 
menjadi faktor penting dalam penerapan model pada sistem periklanan digital, terutama pada 
lingkungan yang membutuhkan pembaruan model secara berkala dan pengambilan keputusan 
secara cepat. Dengan waktu pelatihan yang lebih singkat, XGBoost memungkinkan proses 
iterasi model dilakukan secara lebih efektif tanpa memerlukan sumber daya komputasi yang 
besar. 

Hasil penelitian ini mengindikasikan bahwa XGBoost merupakan model yang paling 
optimal untuk digunakan dalam prediksi CTR pada dataset yang digunakan. Keunggulan 
tersebut dapat dikaitkan dengan kemampuan XGBoost dalam menangani data tabular, 
mengelola interaksi antarfitur, serta menerapkan mekanisme regularisasi untuk mengurangi 
risiko overfitting. Sementara itu, performa DNN yang belum optimal kemungkinan disebabkan 
oleh arsitektur yang masih sederhana dan belum menggunakan teknik lanjutan seperti 
embedding layer atau attention mechanism untuk menangani fitur kategorikal secara lebih 
efektif. Logistic Regression sebagai baseline menunjukkan performa paling rendah karena 
keterbatasannya dalam menangkap hubungan non-linear yang kompleks. Dengan demikian, 
XGBoost dapat direkomendasikan sebagai model yang tepat untuk implementasi praktis, 
khususnya bagi organisasi yang membutuhkan keseimbangan antara akurasi prediksi, efisiensi 
komputasi, dan kemudahan penerapan. 

 
SIMPULAN 

Studi perbandingan ini menunjukkan bahwa XGBoost mencapai kinerja terbaik untuk 
prediksi CTR dengan AUC 0,7446, F1-Score 0,4127, dan Presisi 28,67%, mengungguli DNN 
sederhana dan Logistic Regression. Keunggulan XGBoost terletak pada kombinasi akurasi 
tinggi dan efisiensi komputasi (training time hanya 62 detik vs 1.260 detik untuk DNN). 
Temuan kuncinya adalah arsitektur DNN simplified dengan flat encoding tidak optimal untuk 
dataset CTR dengan fitur kategorikal high-cardinality. Bagi praktisi periklanan digital, 
XGBoost menawarkan solusi production-ready dengan trade-off optimal antara akurasi dan 
efisiensi. Penelitian selanjutnya dapat mengeksplorasi arsitektur DNN advanced dengan entity 
embeddings dan attention mechanisms untuk memanfaatkan potensi penuh deep learning. 
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